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你好，我是黄申。

相信你对变量这个概念并不陌生，数学方程式和编程代码里经常会用到变量。那什么是变量

呢？我们在概率中常说的随机变量（ random variable）和普通的变量（variable）又有什

么不同呢？

这些问题其实很简单，我一说你就明白了。

在没有发生运算之前，普通变量的值并不会发生变化，也就是说，它可以取不同的值，但是

一旦取值确定之后，它总会是一个固定的值，除非有新的运算操作。而随机变量的值并不固
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定，比如说，某个随机变量可能有 10% 的概率等于 10，有 20% 的概率等于 5，有 30%

的概率等于 28 等等。

我们上节说了，随机变量根据其取值是否连续，可分为离散型随机变量和连续型随机变量。

举几个例子，抛硬币出现正反面的次数以及每周下雨的天数，都是离散的值，所以对应的随

机变量为离散型。而汽车每小时行驶的速度和银行排队的时间，都是连续的值，对应的随机

变量为连续型。换句话，从计算的角度来说，我们可以直接求和得出的，就是“离散的”，

需要用积分计算的，就是“连续的”。

而随机变量的取值对应了随机现象的一种结果。正是结果的不确定性，才导致了随机变量取

值的不确定性，于是我们就引入了概率。我们可以说，每种值是以一定的概率出现的。

概率分布

随机变量的每种取值的出现都遵从一定的可能性，把这个可能性用具体的数值表示出来就是

概率。如果将随机变量所有可能出现的值，及其对应的概率都罗列出来，我们就能获得这个

变量的概率分布。

我们拿最简单的抛硬币事件来看。从理论上说来，出现正面和反面的概率都是 50%（我们

假设不存在硬币站立的情况）。

我们可以通过一小段 Python 代码，做个模拟实验，验证一下这个分布。
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import random
import pandas as pd
import numpy as np
import matplotlib.pyplot as plt
 
def flip_coin(times):
  data_array = np.empty(times)
  weights_array = np.empty(times)
  weights_array.fill(1 / times)
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该代码随机生成若干次的 0 或 1（0 表示硬币正面朝上，1 表示硬币反面朝上）。下表是我

生成 10 次的结果，其中正面 4 次，反面 6 次。

对应的正反面次数和概率直方图如下，而概率的直方图就表示了其概率分布。
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  for i in range(0, times):                       # 抛 times 次的硬币

    data_array[i] = random.randint(0, 1)        # 假设 0 表示正面，1 表示反面

 
  data_frame = pd.DataFrame(data_array)
  data_frame.plot(kind = 'hist', legend = False)  # 获取正反面统计次数的直方图

  data_frame.plot(kind = 'hist', legend = False, weights = weights_array).set_ylabel("P
  plt.show()
 
flip_coin(10)





通过修改 flip_coin 函数中的数字，我们可以修改抛硬币的次数。我又尝试“抛了”100

次，得到的结果是正面 47 次，反面 53 次。

接下来是抛 10000 次的结果，正面是 4982 次，反面是 5018 次。

你可能已经发现了，根据计算机模拟的结果所统计的概率，并不是精确的正反面各 50%。

如果你运行同样的代码，也会发现类似的情况。这是因为理论上的概率，是基于无限次的实

验。而我们这里实验的次数是有限的，是一种统计采样。

从 10 次、100 次到 10000 次，我们能看到，概率会变得越来越稳定，越来越趋近于正反

各 50% 的分布。也就是说，统计的采样次数越多，越趋近于我们理论上的情况。因此，从

这个统计实验我们可以看出，概率分布描述的其实就是随机变量的概率规律。

抛硬币正面次数、每周下雨天数这种离散型随机变量，对应的概率分布是很好理解的，但是

对于连续型的随机变量，如何理解它们的概率分布呢？

如果我们把连续的值离散化，你会发现这个问题其实不难理解。就拿汽车每小时行驶的公里

数来说吧。现实生活中我们通过汽车的仪表盘所读取速度，都是整数值，例如每小时 60 公

里。也许比较高档的车会显示数字化的速度，带有小数位，但实际上汽车最精确的速度是一

个无限位数的小数，是从 0 到最高公里数的一个任意数值。所以仪表盘所显示的数字，是

将实际速度离散化处理之后的数字。除了仪表盘上的速度，汽车行驶在时间维度上也是连续

的。类似地，我们还需要对时间进行离散化，比如每分钟查看仪表盘一次并读取速度值。

好的，理解了这些之后，我同样使用代码来随机一些行驶速度的数据。第一次模拟，假设我

们手头上有一辆老爷车，它的仪表盘最小刻度是 5，也就是说，它只能显示 55、60、65 这



种公里数。然后我们每 1 分钟采样一次（读一次仪表盘），那么 1 小时内我们将生成 60

个数据。示例代码如下：

对生成的 60 个数据，我们统计其出现在每个速度区间的频次以及相应的概率。

我们将频次和概率以直方图的形式来展示。
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def check_speed(time_gap, speed_gap, total_time, min_speed, max_speed):
 
  times = (int)(total_time / time_gap)   # 获取读取仪表盘的次数

 
  data_array = np.empty(times)
  weights_array = np.empty(times)
  weights_array.fill(1 / times)
 
  for i in range(0, times):
    if (speed_gap < 1):
      data_array[i] = random.random() * max_speed  # 随机生成一个最高速和最低速之间的速度

    else:
      data_array[i] = random.randint(0, max_speed / speed_gap) * speed_gap  # 随机生成一

 
  data_frame = pd.DataFrame(data_array)
  bin_range = np.arange(0, 200, speed_gap)
  data_frame.plot(kind = 'hist', bins = bin_range, legend = False)  # 获取时速统计次数的直

  data_frame.plot(kind = 'hist', bins = bin_range, legend = False, weights = weights_ar
  plt.show()
 
check_speed(1, 5, 60, 0, 200)
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第二次模拟，假设我们把车升级到当今的主流车，仪表盘的最小刻度已经到 1 了，然后时

间维度上，我们细分到 0.1 分钟，那么 1 小时我们将生成 600 个数据。我们还可以进行第

三次、第四次、甚至是无穷次的模拟，每次模拟的时候我们都将行驶速度的精度进一步提

升、将时间间隔进一步缩小，让两者都趋近于 0，那么我们的模拟就从离散逐步趋近于连续

的值了。

随机变量的概率分布由离散型的直方图变为了连续型的曲线图。通过下面的图，你可以看到

这整个演变的过程。

当速度间隔和时间间隔（精度）逐步缩小的时候，直方图的分组（bin）就越小，所以你会

看到 x 轴上的数据越浓密，y 轴上的数据越平滑。当间隔或精度无穷小并趋近于 0 的时

候，y 轴的数据就会随着 x 轴连续变化而变化。

不过，当时间间隔小于数秒时，我们需要考虑随机产生的数据是否具备真实性，毕竟现实中

汽车的速度不可能在数秒中从 0 到 200 公里，因此临近两次的采样数据不能相差太大。



上面我通过两个模拟实验，分别展示了离散型和连续型概率的分布。其实，人们在实际运用

中，已经总结出了一些概率分布，我这里挑几个最常见的给你讲解。

首先我们来看看离散分布模型。常用的离散分布有伯努利分布、分类分布、二项分布、泊松

分布等等，这里我重点给你介绍两个。

第一个是伯努利分布（Bernoulli Distribution），这是单个随机变量的分布，而且这个变

量的取值只有两个，0 或 1。伯努利分布通过参数λ来控制这个变量为 1 的概率，我把具体

的公式列出来，并画了张图便于你理解。

或者写作：

其中 x 只能为 0 或 1。



从这个图也可以看出，之前抛硬币的概率分布就属于伯努利分布。

另一个是分类分布（Categorical Distribution），也叫 Multinoulli 分布。它描述了一个

具有 k 个不同状态的单个随机变量。这里的 k，是有限的数值，如果 k 为 2 的时候，那么

分类分布就变成了伯努利分布。我把这个分布的公式和图解都列了出来。



离散型随机变量的状态数量是有限的，所以可以通过伯努利和分类分布来描述。可是对于连

续型随机变量来说，状态是无穷多的，这时我们就需要连续分布模型。比较经典的连续分布

有正态分布、均匀分布、指数分布、拉普拉斯分布等等。如果你只需要掌握一个的话，那肯

定是正态分布。

这个分布可以近似表示日常生活中很多数据的分布，我们经常使用它进行机器学习的特征工

程，对原始数据实施标准化，使得不同范围的数据具有可比性。所以，如果想要学习机器学

习，一定要掌握正态分布。

正态分布（Normal Distribution），也叫高斯分布（Gaussian Distribution）。我把这个

分布的公式列在这里：

在这个公式中有两个参数，μ表示均值，σ表示方差。看这个公式不太直观，我们来看一看

对应的分布图。



从这个图可以看出，越靠近中心点μ，出现的概率越高，而随着渐渐远离μ，出现的概率先

是加速下降，然后减速下降，直到趋近于 0。蓝色区域上的数字，表示了这个区域的面积，

也就是数据取值在这个范围内的概率。例如，数据取值在 [-1σ, μ] 之间的概率为 34.1%。

现实中，很多数据分布都是近似于正态分布的。例如人类的身高体重。拿身高来说，大部分

人都是接近平均值身高，偏离平均身高越远，相对应的人数越少。这也是为什么正态分布很

常用的原因。

正态分布可以扩展到多元正态分布或多维正态分布（Multivariate Normal

Distribution），不过最实用的还是一元标准正态分布，这种分布的μ为 0，σ为 1。在专栏

后面的内容里，我会详细介绍如何使用这种分布，进行特征值的标准化。

期望值

理解了概率分布，你还需要了解期望值。为什么要了解期望值呢？

期望值，也叫数学期望，是每次随机结果的出现概率乘以其结果的总和。如果我们把每种结

果的概率看作权重，那么期望值就是所有结果的加权平均值。它在我们的生活中十分常见，

例如计算多个数值的平均值，其实就是求期望值，只不过我们假设每个数值出现的概率是相

同的。

上一节，我提到如何使用概率来解决复杂度分析，通过概率的加权平均来获得平均时间复杂

度，就是时间复杂度的期望值。当然，这个概念能帮助你解决的实际问题远不止这些。



在我看来，一个问题只要满足两个要素，我们就可以考虑使用期望值：

第一个要素，在这个问题中可能出现不同的情况，而且各种情况的出现满足了一定的概率分

布；

第二个要素，每种情况都对应一个数值，这个数值代表了具体的应用含义。

如果你觉得这个还是过于抽象，我再回到本节的案例给你讲解。我先给你提个问题：给定了

行驶速度的概率分布，如何计算汽车在 1 小时内每分钟行驶的平均速度？我们还从比较容

易理解的离散型随机变量开始。

没错，这个问题的答案就是使用 1 小时所行驶的总距离除以 60 分钟。以之前的每分钟读取

仪表盘、仪表盘最小刻度是 5 为例。概率分布如下图。

1 小时行驶的总距离为每种速度乘以用该速度行驶的时间的乘积之总和。

1 小时内每分钟平均的行驶速度为总距离除以 60 分钟。

将上述式子变化一下，我们可以得到：



你会发现，每分钟的平均值，就是每种速度的加权平均，而每种速度的权重就是其在概率分

布中出现的概率。汽车可能按照不同的速度行驶，每种速度都有一个出现的概率，就是我前

面提到的第一个要素。而每种速度所对应的每分钟多少公里这个数值，就是第二个要素。结

合这两个要素，计算得到的平均值，也是汽车每分钟行驶速度的期望值。

那么，对于连续型的随机变量，这种期望值应该如何计算呢？我们需要使用下面的积分公

式：

总结

通过这讲的内容，你对概率的基本知识应该有所了解。本讲中，我通过抛硬币和汽车驾驶的

例子，讲述了概率论中一些最基本，也是最重要的概念，包括随机现象、随机变量、概率分

布和期望值。

离散型的随机变量在计算机编程中的应用更为广泛。它可以和排列组合的思想结合起来，通

过不同排列或组合的数量，计算每种情况出现的概率。如果把这种概率和每种情况下的复杂

度数值结合起来，就可以计算复杂度的期望值。

另外，离散型概率也可以运用在机器学习的分类算法中。例如，对于文本进行分类时，我们

可以通过离散型随机变量，表示每个分类或者每个单词出现的概率。当然，仅靠今天的内

容，还不足以让我们打造一个分类算法。我们还需要了解联合概率、条件概率、贝叶斯定理

等重要的概念。下一讲，我会详细解释它们。

思考题

每天我们的朋友圈都会浮现很多新的“动态”。假设我们按照字数，把这些动态分为以下几

类：10 个字以内，10～30 个字，30～50 字，50～100 字，100 字以上。

尝试统计一下你朋友圈某个时间段的动态，看看每个类有多少条，转换成概率分布应该如何

表示？你的分布和今天介绍的哪个概率分布最接近？请注意，统计字数时只需要看你朋友自

己所写的内容，无需考虑转发的文章。



欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把

今天的内容分享给你的好友，和他一起精进。
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风轨
2019-01-30
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老师，发现一个问题： 
文中那个“一维连续型随机变量的概率分布”图（就是标着大A的那个图）的所有随机事件
的概率总和超过1了。 
按照文中的意思此图横坐标代表速度，纵坐标代表对应速度的概率。而所有事件的总概率
等于所有点的概率之和，很显然[0,200]这个区间上有无穷多个点，且这个连续区间上的…
展开

作者回复: 可以想象点无穷多，不过还要我在积分公式漏的那个x，就不会无穷大了

精选留言 (5)  写留言



華彬🐒
2019-03-08
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朋友圈按字，应该属于离散型随机变量，又会有多个分类，所以是分类分布，这个理解对
么

作者回复: 如果看字数，可以作为分类分布，近似于离散型正态分布

李皮皮皮皮...
2019-02-24



在正太分布图中坐标应该是离平均值的距离吧，所以横坐标的点应该是μ-1σ, μ+1σ，文中
举例的范围应该是[μ-1σ,μ]

展开

作者回复: 你说的是正态分布概率密度那张图吗？原图的范围是μ-3σ到μ+3σ

风轨
2019-01-30
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测试发现，提示“敏感词”的原因不是留言真的包含敏感词，而是留言页面开得太久了。 
搞得我都想写几行代码测试一下到底哪个词是敏感词了。

予悠悠
2019-01-30



关于期望值有个问题不太懂，对于连续型随机变量，如果期望值是曲线下面积，那为什么
正态分布的期望是μ呢？

展开

作者回复: 纵轴是0-1之间，比如中间μ的概率只有0.4，你可以把整个面积离散化成直方图来想

象，面积就是所有可能的值加权平均，权重是对应的概率，所以整个面积加起来就是μ




